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ถ้าเราใช้ GPU ที่แรงที่สุด 
LLM ของเราจะตอบเร็วสดุไหม ?

ไม่เสมอไป

ความเร็วของ Inference ไม่ได้ขึ้นอยู่กับพลังการคำนวณของ GPU อย่างเดียว 
โดยเฉพาะกับโมเดลขนาดใหญ่อยา่ง Mixture of Experts
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โมเดล MoE
Mixture of Experts



 เป็นสถาปัตยกรรมโมเดลที่มีโมดูลย่อยหลายตัวเรียกว่า Experts และมี Router คอย
เลือกว่าจะส่งข้อมูลแต่ละ Token ไปให้ Expert ตัวไหนประมวลผล 

Mixture of Experts
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TP vs EPTP vs EPเราแบง่โมเดล
ขา้ม GPU อยา่งไร?
เราแบ่งโมเดล
ข้าม GPU อยา่งไร?

Tensor Parallelism (TP)Tensor Parallelism (TP)
แบง่ computation ภายใน layer เดยีว
กระจายขา้มหลาย GPU และรวมผลดว้ย
collective communication

แบ่ง computation ภายใน layer เดยีว
กระจายข้ามหลาย GPU และรวมผลดว้ย
collective communication

Expert Parallelism (EP)Expert Parallelism (EP)
กระจาย Experts ไปคนละ GPU
Router สง่ token ไปยงั Expert
กระจาย Experts ไปคนละ GPU
Router ส่ง token ไปยงั Expert

TENSOR PARALLELISM (TP8)TENSOR PARALLELISM (TP8)
แบง่ layer เดยีวนน 8 GPUsแบ่ง layer เดยีวนน 8 GPUs

EXPERT PARALLELISM (EP4)EXPERT PARALLELISM (EP4)
กระจาย Experts บน 4 GPUsกระจาย Experts บน 4 GPUs

EXPERT 1EXPERT 1 EXPERT 2EXPERT 2 EXPERT 3EXPERT 3 EXPERT 4EXPERT 4

ALL-REDUCEALL-REDUCE

ROUTERROUTER

LAYER NLAYER N
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NVIDIA × vLLM Open-Source Community
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Day 0 Support 

ลดเวลารอการรองรับโมเดล
ช่วยใหเ้ริ�มทดสอบและ Deploy ไดเ้รว็ขึ�นvLLM ใช้งานโมเดลนั�นได้ตั�งแต่วนัแรก

 รองรับโมเดลใหมตั่�งแต่วนัเป�ดตัว
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Bottleneck 4 ระดับของระบบ AI

ขอ
บเ
ขต

ปัญ
หา

Level 4 (Macro) NVIDIA Dynamo

System Orchestration
จัดคําขอและกระจายงานทั�งระบบ

Level 3 DeepSeek R1

Memory & Hardware
จัดการหนว่ยความจาํและฮารด์แวร์

Level 2 MiniMax M2.5

Cross-GPU Communication
ลดเวลาสื่อสารระหวา่ง GPU

Level 1 (Micro) Kimi K3

Kernel Compute
เร่งการคํานวณภายใน GPU
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The Full-Stack Optimization MatrixThe Full-Stack Optimization MatrixThe Full-Stack Optimization Matrix

Kimi K3Kimi K3Kimi K3 Bottleneck: Bottleneck: MoE Tail CollectivesMoE Tail CollectivesBottleneck: MoE Tail Collectives Solution: Solution: Kernel FusionKernel FusionSolution: Kernel Fusion

MiniMax M2.5MiniMax M2.5MiniMax M2.5 Bottleneck: Bottleneck: Tiny Payloads, Big SyncsTiny Payloads, Big SyncsBottleneck: Tiny Payloads, Big Syncs Solution: Solution: One-shot All-ReduceOne-shot All-ReduceSolution: One-shot All-Reduce

DeepSeek R1DeepSeek R1DeepSeek R1 Bottleneck: Bottleneck: P/D Memory ImbalanceP/D Memory ImbalanceBottleneck: P/D Memory Imbalance Solution: Solution: Disaggregated Serving &Disaggregated Serving &
OffloadingOffloading
Solution: Disaggregated Serving &
Offloading

DynamoDynamoDynamo Bottleneck: Bottleneck: Request & State ChaosRequest & State ChaosBottleneck: Request & State Chaos Solution: Solution: KV-Aware RoutingKV-Aware RoutingSolution: KV-Aware Routing
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MoE Models



Kimi K3
Latent MoE Optimization
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SharedSharedShared 7,1687,1687,168
RoutedRoutedRouted 3,5843,5843,584
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ทำไม MoE tail ทํางานชา้ ?ทําไม MoE tail ทํางานชา้ ?ทําไม MoE tail ทํางานชา้ ?
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ขนาดข้อมูลไมเ่ท่ากันขนาดขอ้มูลไมเ่ท่ากันขนาดขอ้มูลไมเ่ท่ากัน

Bottleneck :  MoE Tail Collectives



จุดที�ต้อง Optimize เพื�อ ลด latency ของ MoE tail

Shared branch
All Reduce

Routed branch
RMSNorm + Up Project

Kimi K3
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ก่อนทํา Kernel Fusionก่อนทํา Kernel Fusion

GPU Kernels ทำงานแยกกัน

Kernel 1
All-Reduce

Kernel 3
GEMM

(Up Projection)

Kernel 4
Element-Wise Add

หลังทํา Kernel Fusionหลังทํา Kernel Fusion

Reduce-Scatter
สื่อสารบางสว่น

(ปรับสเกลขอ้มูล)

Fused GPU Kernel

รวมหลาย operation ใน Kernel เดียว (ลดการรอ)รวมหลาย operation ใน Kernel เดียว (ลดการรอ)

RMSNorm

(แปลงขนาด เช่น 3,584 → 7,168)

Kernel 2
RMSNorm

(รวมข้อมูลจากหลาย GPU)

(รวมข้อมูล GPU อื�น)

Output Tensor

(รวมกับ Shared Branch)

Input Tensor

Input Tensor

(ปรับสเกลขอ้มูล)

Up Projection (GEMM)

All Gather

Element-Wise Add
(รวมกับ Share Branch)

Output Tensor

เรียกหลาย Kernel แยกกันเรียกหลาย Kernel แยกกัน



RESULT AFTER OPTIMIZATION

Split All Reduce Overlap communication + compute Fuse All Gather + GEMM
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Kernel Fusion ด้วย FlashInfer

MoE tail เวลาลดลง 

ก่อนปรบั

AllReduce (routed) + RMSNorm AllReduce
(shared)

≈13.2 µs
MoE Tailหลังปรบั

① Routed All-Reduce + RMSNorm + Shared Reduce-Scatter
② Shared All-Gather + Up-Projection + Add (multicast store)   ③ Lamport copy

≈10.6 µs
2 fused stages + copy รวม 3 kernel launches

FlashInfer คือคลัง GPU kernels ที� vLLM เรยีกใชเ้พื�อเรง่ Inference

add

-19.5%
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72 to 111 Tokens/sec

RAY SUMMIT 2026  Before and After Kernel Fusion
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MiniMax 
การเพิ่มประสิทธิภาพ Full Heads RMSNorm 
ด้วย One-Shot All Reduce



ข้อมูลมขีนาดเล็กแต่ทําไมยงัทํางานชา้ ?ขอ้มูลมขีนาดเล็กแต่ทําไมยงัทํางานชา้ ?ขอ้มูลมขีนาดเล็กแต่ทําไมยงัทํางานชา้ ?
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Bandwidth เปรียบเสมอืนความกวา้งของถนน
ที่ GPU หลายตัวส่งข้อมูลก้อนใหญ่ข้ามไปหากัน 

แต่ MiniMax M2.5 สง่ขอ้มูลที�เล็กมาก แค่เพยีงเลขตัวเดียวต่อหวั เหมอืนสง่กระดาษโน้ตแผน่เล็กๆ แผน่เดียว
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เมื่อขอ้มูลเล็กจนไมเ่ต็ม Bandwidth ป�ญหาหลักจงึเหลือเพยีง Sync Barrier

Latency เยอะ เกิดจากขั�นตอนไหน ?

ไม่ได้เกี่ยวกับความกว้างของท่อส่ง (Bandwidth) 



โครงสร้างของ MiniMax บังคับให้ต้องหาค่าผลรวมกำลังสอง (Square Sum) จากทุก Head ที่กระจายอยู่บน GPU
แต่ละตัว ทําใหเ้กิด All-Reduce Operation หลังขั�นตอน Attention อยา่งหลีกเลี�ยงไมไ่ด้
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ทำไม MiniMax ถึงต่าง ? 



ปัญหาไมไ่ด้อยูที่� ‘ขนาดขอ้มูล’ แต่อยูที่� ‘การรอ’

สิ่งที่ต้องซิงค์มีเพียงค่า Scalar (Square Sum) ตัวเดียวต่อ Head สำหรับเป็นตัวหารใน RMSNorm 

Head 1Head 1Head 1 Head 2Head 2Head 2 Head 3Head 3Head 3

SquareSquare
SumSum

Square
Sum
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Bottleneck: Tiny Payloads, Big Syncs
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สมการ RMSNorm



เพราะหลาย GPU ต้องรวมสถิติก่อน Normalize

ทำไมต้องรอ?

1 QK Projection แบ่งตาม Rank

2 RMSNorm ใช้สถิติรว่มกัน

3 All Reduce มี Barrier

 Bottleneck ของ RMSNorm
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Heuristic Rule Base สำหรบั Dynamic Routing

if batch-size < 40:
   protocol = One-

protocol = 'Two-Shot All-Reduce'

# Optimize for Latency (1 Sync)

# Optimize for Bandwidth (2 Syncs)

เมื่อ Batch Size < 40:
ปริมาณจราจรขอ้มูลนอ้ย (N²-N)

เลือก One-Shot
ดึงขอ้มูลตรง (1 Sync)
ประหยัดเวลาหนว่ง

Batch Size = 40

เมื่อ Batch Size >> 40:
ปริมาณขอ้มูลมหาศาล
สลับใช ้Two-Shot ทันที

เพื่อลดการจราจรเหลือ 2N-2
ยอมแลก 2 Syncs

FlashInfer ประเมินสภาวะของคอขวด (Bandwidth vs Latency)
และสลับอัลกอรทึิมอัตโนมติัแบบ Real-Time โดยไมต้่อง Hardcode

else:
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Two-shot vs One-shot

ลดจุดรอ จาก 2 Barriers → 1 Barrier
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Compare Results
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Latency ลดลง 52 %
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DeepSeek R1
PD Disaggregation



LLM Inference ทำงานอยา่งไร?
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รอคิว Prefill: ประมวลผล prompt Decode: ใช้ KV Cache สรา้ง token ต่อ

Token 2

TTFT
เวลาที่ไดร้บั Token แรก

Generation time
เวลาจาก token แรกถึง token สดุท้าย

TTFT รวมเวลารอคิวและความหนว่งอื�น
ไม่ใชเ่วลา Prefill อยา่งเดยีว

TPOT = เวลาเฉลี่ยต่อ token หลังตัวแรก
ตรวจนิยามของเครื�องมอืที�ใชว้ดั

Token 1 Token Nส่งคําขอ Token 3
ITL

...



Prefill ใช้พลังคำนวณมหาศาล แต่เดิมใช้
Expert Parallelism (EP) ถึงระดับ EP4

จึงทําใหเ้กิด Latency สงูถึง 4,900
การโหลด Weights ของโมเดลใหญ่

ทำใหเ้กิดเวลาหยุดรอ
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Bottleneck : P/D Memory Imbalance
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ลด Bottleneck ดว้ย NVFP4 Quantize ก่อน All-Gatherลด Bottleneck ด้วย NVFP4 Quantize ก่อน All-Gather



Traffic Network ลง 4 เท่า ประหยัด Bandwidth 
NVFP4 Quantization ย่อขนาดไฟล์ให้เล็กลง 4 เท่าก่อนกดส่ง ช่วยลดปริมาณข้อมูล (Traffic Size) 

ที่ต้องวิ�งขา้ม GPU และ Node ลงถึง 4 เท่า ไมโ่ดนแยง่ Bandwidth งานสง่ขอ้มูลเลยเสรจ็ไว

BF16 PayloadBF16 PayloadBF16 Payload

BF16 PayloadBF16 PayloadBF16 Payload

Quantize CompressorQuantize CompressorQuantize Compressor

NVFP4 PayloadNVFP4 PayloadNVFP4 Payload

Data PipeData PipeData Pipe

ลดจำนวนเครื�องที�ต้องคยุกันลงจาก 4 เครื�องเหลือ 2 เครื�อง สายสง่ก็โล่งขึ�น และประหยดั Bandwidth ไดทั้�งระบบ
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 V2 Weight Offloader & NVFP4

GB200 NVLink  

ลดขนาด Expert Parallel (EP)
เพื่อประหยัดหน่วยความจำ โดยลดจำนวนเครื่องที่ต้องคุย
กันลงจาก 4 เครื่องเหลือ 2 เครื่อง พอคุยข้ามเครื่องน้อย
ลง สายส่งก็โล่งขึ�น และประหยดั Bandwidth ทั�งระบบ

ลด Latency เกิน 50%
Prefill เป็น Compute-bound 
การลด EP  ช่วยลด Overhead การสื่อสารลงอย่าง
มาก  Latency ลดลงจาก 4,900 μs เหลือเพียง
2,000 μs (ลดลงมากกว่า 50%)

GPU NodeGPU NodeGPU Node

GB200 NVLinkGB200 NVLinkGB200 NVLink

vLLMvLLM
V2 Weight OffloaderV2 Weight Offloader

vLLM
V2 Weight Offloader

CPU NodeCPU NodeCPU Node

ใช้ Bandwidth ความเร็วสูงของทางด่วนไฮสปีด NVLink ใน
การรับส่งข้อมูลระหว่าง CPU และ GPU ทำให้สามารถซ้อนการ
โหลด Weight เลเยอร์ถัดไป (V2 Weight Offloader) ไป
พร้อมๆ กับการคํานวณได้อยา่งมปีระสทิธภิาพ
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โหลด Weight แบบ overlap



NCCL Reduce Scatter Latency

ผลวัด NVIDIA GB200 · เปรยีบเทียบ 2 GPUs กับ 4 GPUs ตาม Per-GPU Data Size
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4:1

การจัดสรรทรพัยากรที�สมบูรณแ์บบที�สดุบบระบบ GB200 NVL72การจดัสรรทรพัยากรที�สมบูรณแ์บบที�สดุบบระบบ GB200 NVL72

1 Decode Worker (EP8)
 ม ีGPU 8 ตัว

1 Decode Worker (EP8)
 มี GPU 8 ตัว

4 Prefill Workers (EP2)
แต่ละ worker ม ีGPU 2 ตัว

4 Prefill Workers (EP2)
แต่ละ worker ม ีGPU 2 ตัว

GB2
00 N

VL7
2 Sy

stem

GB2
00 N

VL7
2 Sy

stem
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Prefill–Decode Optimization



Prefill–Decode Optimization
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DeepSeek R1 เพิ่ม Throughput ด้วยการ Optimize Prefill และ Decode แยกกัน 
แล้วปรบั Worker Allocation กับ Expert Parallelism ใหเ้หมาะกับแต่ละ Phase



Overhead Latency ลดมากกว่า50 %
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-50 % Latency



[KV Cache Transfer via NVLink]

[KV Cache Transfer via NVLink]

[User Requests]

Decode Node

PrefillNode

PrefillNode

PrefillNode
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10,000 tokens/sec 
ต่อ 1 GPU 

10,000 tokens/sec 
ต่อ 1 GPU 



RAY SUMMIT 2026  

All-to-All Backend Options

--all2all-backend --all2all-backend
allgather_reducescatter
deepep_high_throughput
deepep_low_latency
deepep_v2
flashinfer_all2allv
flashinfer_nvlink_one_sided
flashinfer_nvlink_two_sided
mori_high_throughput
mori_low_latency, naïve
nixl_ep
pplx

allgather_reducescatter

deepep_high_throughput

deepep_low_latency

flashinfer_all2all



Kimi  MiniMax  DeepSeek
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NVIDIA Dynamo
Distributed Serving
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OPENSOURCE Framework เป็นตัว LLM serving เพื่อทำ Scaling ได้ง่ายขึ้น 

Dynamo ลดเวลาที่ต้องรอสำหรับการ Responseแรกของ AI ที่เราจะเรียกว่า "time-to-first-token" หรือ TTFT 
สามารถรองรับการสนทนา AI หลายรายการในเวลาเดยีวกันโดยไม ่Delay หรอืมนีอ้ย
จัดการหน่วยความจาํไดด้ ี มกีารยา้ยขอ้มูลที�ดมีากระหวา่ง CPU, GPU, Storage เพื�อใหโ้มเดลไมติ่ดขดัที�ต้องรอ
ทรพัยากร
ทำงานและเชื�อมกับ Tools ไดห้ลากหลาย (supports OPENAI Compatible Frontend แล้วก็ Backends: TRT-
LLM, vLLM, SGLang or others)
มีการ optimize KV cache เมื�อเราคยุกับ AI ซํ�าๆ Dynamo จะสามารถคํานวณและสง่ขอ้ความ ใน Server ที�มขีอ้
ทลูนี�อยูแ่ล้ว ทําใหก้าร Request เรว็ขึ�น 3 เท่า
Dynamo สามารถเก็บขอ้มูลไวใ้นหนว่ยความจาํหลายประเภท (จากหนว่ยความจาํ GPU ที�เรว็ไปจนถึงพื�นที�เก็บขอ้มูลที�
ชา้กวา่อยา่ง Storage) ทําใหส้ามารถรองรบัการสนทนาที�ยาวขึ�นโดยไม ่ติด bottleneck

NVIDIA Dynamo
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แสดงผลการประมวลผล Inference ของระบบ NVL72

การใช้ PD-Disagg (Prefill-Decode Disaggregation): สูตรระบบ (Recipe) ที่ให้ประสิทธิภาพสูงสุดบน NVL72
สำหรบัโมเดลเหล่านี� แทบทั�งหมดเลือกใชก้ารแยกสว่นประมวลผลระหวา่ง Prefill และ Decode
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ตัวอย่างเช่น Dynamo-vLLM แสดงให้เห็นว่าการใช้ Dynamo Suite เข้ามาจัดการระบบ
ร่วมกับ vLLM ช่วยให้การจัดคิวและดึงประสิทธิภาพของ Kimi K3 บน NVL72 ทำได้สูงสุด   



Open-Source Activity
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 Serving Ecosystem
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ใน Ecosystem นี้ เราสามารถใช ้Dynamo รว่มกับ Engine อยา่ง vLLM, SGLang หรอื TensorRT-LLM และใช ้Kubernetes ชว่ยจดัการการ Deploy
Inference Engine ทำหนา้ที�รนัโมเดล สว่น Dynamo ชว่ยประสานงานและจดัการ Requests ระหวา่ง Workers



Supporting Repositories

AI Perf ใช้สาํหรบัวดั Performance, NIXL ชว่ยเรื�องการรบัสง่ขอ้มูลระหวา่ง Workers โดยเฉพาะ KV Cache และ Model Express ชว่ยลดเวลาเตรยีมโมเดลให้พรอ้มทํางาน
จะเห็นวา่การทํา Distributed Serving ที�มปีระสทิธภิาพต้องอาศัยหลายองค์ประกอบรว่มกัน ไมใ่ชแ่ค่ม ีGPU ที�แรงหรอื Inference Engine ที�เรว็อยา่งเดียว



ระบบแบบดั้งเดิมตอนนี้เราจะประมวลผล request AI ทั้งหมดในคราวเดียว ซึ่งไม่มีประสิทธิภาพ 

Dynamo มีการแบ่ง workers อย่างมีประสิทธิภาพ 
โดยแบ่ง workers ออกเป็น 2 ส่วน

         - Prefill การประมวลผลข้อความเริ่มต้น (ใช้การคำนวณมาก)
         - Decode การสร้างโทเค็น/คําใหมแ่ต่ละครั�ง (ต้องรวดเรว็)

NVIDIA Dynamo
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Distributed Serving
Optimize Request Routing + KV Cache

Architecture

1 API Server รับ Request 2 KV Router เลือก Worker โดย
พิจารณา Cache และ Load

3 แยก Workers + ส่ง KV Cache

RAY SUMMIT 2026  

NIXL ช่วยรับส่ง KV Cache 
ระหว่าง Workers

ประมวลผล Prompt และสร้าง KV Cache สร้าง Output Tokens ต่อเนื�อง



Prefill / Decode แยกกัน
Scale worker แต่ละกลุ่มตาม workload

PREFILL
Prompt → KV Cache

KV TRANSFER
KV Cache Transfer

DECODE
Generate tokens
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Dynamo เลือก Worker อยา่งไร?

RAY SUMMIT 2026  

Bottleneck: Request & State Chaos



High availability
ระบบยังตอบได้

Cancellation
ยกเลิกงานที�ไมต้่องทํา

Migration
ย้าย Request เมื�อมปี�ญหา

Fault Tolerance
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Dynamo 2.0 
Original Roadmap
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Full Heads RMSNormFull Heads RMSNorm
(Reduce Square Sum Scalar) +(Reduce Square Sum Scalar) +

One-Shot All-ReduceOne-Shot All-Reduce

Full Heads RMSNorm
(Reduce Square Sum Scalar) +

One-Shot All-Reduce

Latent MoE Kernel FusionLatent MoE Kernel Fusion
(Fuse All-Gather เขา้ Up-Proj,(Fuse All-Gather เขา้ Up-Proj,

Fuse Reduce-Scatter)Fuse Reduce-Scatter)

Latent MoE Kernel Fusion
(Fuse All-Gather เข้า Up-Proj,

Fuse Reduce-Scatter)

สรุปภาพรวมสถาปัตยกรรม 

โบเดล / ระบบโบเดล / ระบบ
(Model/System)(Model/System)

โบเดล / ระบบ
(Model/System)

เทคนคิหลัก (Core Technique)เทคนคิหลัก (Core Technique)เทคนิคหลัก (Core Technique) ฮารด์แวร ์/ สเกลฮารด์แวร ์/ สเกล
(Hardware/Scale)(Hardware/Scale)
ฮาร์ดแวร ์/ สเกล

(Hardware/Scale)
ผลลัพธ ์(Impact)ผลลัพธ ์(Impact)ผลลัพธ ์(Impact)

MiniMax M2.5MiniMax M2.5MiniMax M2.5 ระดบั Tensor Parallelระดบั Tensor Parallelระดับ Tensor Parallel ลด Latency ลง 52%ลด Latency ลง 52%ลด Latency ลง 52%

DeepSeek R1DeepSeek R1DeepSeek R1
NVFPA Quantize ก่อน All-Gather + V2NVFPA Quantize ก่อน All-Gather + V2

Weight OffloaderWeight Offloader
(aด Prefill EP เหลือ EP2)(aด Prefill EP เหลือ EP2)

NVFPA Quantize ก่อน All-Gather + V2
Weight Offloader

(aด Prefill EP เหลือ EP2)
GB200 NVL72GB200 NVL72GB200 NVL72 ลด Traffic 4x, n:ล >10kลด Traffic 4x, n:ล >10k

tokens/sec/GPUtokens/sec/GPU
ลด Traffic 4x, n:ล >10k

tokens/sec/GPU

Kimi K3Kimi K3Kimi K3 GB300 (TP8)GB300 (TP8)GB300 (TP8) ความเรว็เพิ�มจาก 72ความเรว็เพิ�มจาก 72
-> 111 tokens/sec-> 111 tokens/sec
ความเร็วเพิ�มจาก 72
-> 111 tokens/sec

Dynamo SuiteDynamo SuiteDynamo Suite
KV Cache-Aware Router +KV Cache-Aware Router +

Prefill/Decode Disaggregation +Prefill/Decode Disaggregation +
Fault ToleranceFault Tolerance

KV Cache-Aware Router +
Prefill/Decode Disaggregation +

Fault Tolerance
ระดบั Clusterระดบั Clusterระดับ Cluster Zero Wasted Compute /Zero Wasted Compute /

High AvailabilityHigh Availability
Zero Wasted Compute /

High Availability
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Full-Stack Optimization เมื่อลด Latency ได้มากขึ้น
 ได้ Token ที่สร้างขึ้น สร้างผลกำไรได้  คุ้มค่าทกุพลังงานต่อวตัต์

reference

Jensen Huang believes that in the era of AI factories, every token generated can bring profit. 
Performance per watt, reliability, and system lifespan are the core financial levers.

Jensen Huang believes that in the era of AI factories, every token generated can bring profit. Jensen Huang believes that in the era of AI factories, every token generated can bring profit. 
Performance per watt, reliability, and system lifespan are the core financial levers.Performance per watt, reliability, and system lifespan are the core financial levers.

https://eu.36kr.com/en/p/3834628914295170
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